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nezávislost na hovořícím, neboť model řeči je možno trénovat pro různé řečníky 
současně, jakož i lehké spojování jednotlivých modelů za sebou, což vede až ke 
spojitému rozpoznávání řeči. Metoda vzchází z konceptu Markovových řetězců 
prvého řádu, které matematicky jednoduchým způsobem popisují časový sled 
událostí pomocí stavů a jejich pravděpodobností. Díky tomu je výpočetně velmi 
efektivní, i když úplně neodráží přirozený časový vývoj běžné řeči.  
 

Markovovův řetězec je dán stavy S1 až Sn, přechodovou maticí PNxNπ  
pravděpodobností přechodu mezi stavy a vektorem počátečních pravděpodobností 
π, následovně: 
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Potom pravděpodobnost výskytu nějaké posloupnosti stavů na nějakém modelu je 
dána 

1 2 1 1 12 ( 1)( , ,..., , ) ( ) ....N N N NP S S S S s p pπ− −=  
 

Takovýto model však neobsahuje žádné propojení stavu s vektorem příznaků. 
Když se předpokládá, že stav bude korespondovat s nějakou stacionární částí řeči, 
např. nějakou samohláskou, potom je zřejmé, že minimálně pro více hovořících 
bude existovat i více realizací vektoru příznaků.Proto musí stav v sobě zahrnovat 
dodatečnou pravděpodobnost s jakou generuje takovéto vektory v daném stavu, tj. 
P(X/ Si). Kombinací těchto pravděpodobností potom vznikne výsledný model 
nazývaný skrytý Markovovův model. Existují tři základní možnosti jak modelovat 
pravděpodobnost pozorování ve stavu. Podle toho rozlišujeme tři typy HMM: 

• Diskrétní HMM 

• Spojité HMM 

• Polospojité HMM 

Diskrétní HMM modely předpokládají, že vstupní posloupnost vektorů příznaků 
je konečná, což se realizuje pomocí vektorové kvantizace (VQ). Potom každý 
vstupní vektor je nahrazen některým z konečné množiny vektorů z kódové knihy. 
Jestliže VQ má L vektorů, pak v každém stavu je potřeba znát pravděpodobnost 
těchto vektorů, tedy jen L čísel. 
 

Tento postup je poměrně jednoduchý a rychlý. Jeho další výhodou je jistá 
robustnost vůči malým zkreslením způsobených šumem. 
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Při procesu VQ se však dopouštíme trvalé kvantizačním chyby. Navíc, pro malý 
počet trénovacích vzorků a malý rozsah kódové knihy dochází k poměrně velké 
chybě. 
 

Spojité HMM představují v současnosti ověřený standard, který poskytuje dobré 
výsledky pro široké spektrum použití. 
 

Pravděpodobnost pozorování vektoru příznaků v daném stavu P(X/SI) je dána 
směsí Gaussových rozdělení takto: 
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Z uvedeného plyne,že takovýto model je dán vektory středních hodnot (μ), 
kovariančními maticemi (Σ) a váhami (ci). 
 

 

Směs dvou Gaussových dvourozměrných rozdělení je zobrazena na obrázku. 

 

Opis 2D priestoru pomocou dvoch Gaussových zmesí. 

 

Takovýto model je schopen dobře popsat prostor parametrů i při malém počtu 
vzorků. 
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Jeho nevýhodou je ale vyšší výpočetní i paměťová náročnost. 
 

Polospojité HMM se snaží kombinovat výhody obou předchozích. Postup je 
takový, že se vytvoří jednotný popis vícerozměrného prostoru pomocí množiny 
Gaussových funkcí (může jich být až několik set) na rozdíl od VQ, kde jsou 
oblasti dány jen centroidamy. Tyto směsi jsou následně využívány všemi stavy 
společně, tj. nebude pro každý stav vytvořena vlastní množina Gaussových funkcí, 
čímž se zredukuje množství dat a ulehčí se i samotný výpočet. Potom se 
v jednotlivých stavech už jen pamatuje pravděpodobnost pozorování vektorů na 
dané směsi pro daný stav. 

Příklad levopravého čtyřstavového diskrétního HMM modelu je znázorněn na 
obrázku. 

 

Čtyřstavový levopravý diskrétní HMM model 

 

Potom pravděpodobnost pozorování řetězce vektorů příznaků o délce T na modelu 
λ  s N stavy se počítá rekursivně pomocí pomocné proměnné α. 
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kde 1,..., , 2,...,j N t T= =           1 1( ) ( )* ( / )ja j j pP O Sπ=  

Výsledná pravděpodobnost je dána: 
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Potom se rozpoznávání provede zvolením HMM modelu λ s nejvyšší 
pravděpodobností, jak je to schematicky znázorněno na obrázku. 
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Princip rozpoznávání pomocí HMM 

Je založena na konceptu Markovovy řady, díky čemuž je výpočetně velmi 
efektivní i přesto, že neodráží časový vývoj přirozené řeči. Tedy každý model se 
musí odhadnout použitím obvykle velmi velkého souboru trénovacích příkladů, 
které obsahují více nahrávek stejného slova (jeho různé vyslovení). HMM je 
definován apriorními pravděpodobnostmi (π) začátku v určitých stavech, 
přechodovou maticí (přechodové pravděpodobnosti mezi stavy, aij) 
a pravděpodobnostním rozdělením (likelihoods) generování pozorovacích vektorů 
v daném stavu, P (x/si). Tato rozdělení nejsou předem známa, ale většina těch 
široce používaných je směsí vícerozměrných normálních rozdělení (GMM). 
4stavový model zleva doprava je znázorněn na obrázku níže. 
 

Velkou výhodou HMM modelů je možnost zřetězení několika modelů do řetězce, 
tedy vyjádření libovolné délky může být vybudováno použitím souboru 
základních modelů. 
 

 

V praktické situaci se kvůli rychlosti a řetězení modelů počítá pouze cesta 
s maximální pravděpodobností, např. P(x1 , St1 , x2 , St2, …, xT  , StT ) a zpětně je 
určena posloupnost skrytých stavů, resp. modelů použitím Viterbiho algoritmu. 
 

Složitou otázkou je trénování takovýchto modelů, tj. najít neznámé parametry, aby 
pro množinu pozorování daly maximální pravděpodobnost. Neexistuje analytické 
řešení tohoto procesu, a proto se provádí iteračně, přičemž je zaručeno nalezení 
pouze lokálního maxima. Existuje více způsobů výpočtu, ale nejznámějším je tzv. 
Baum-Welche algoritmus. Kromě trénovacích strategií je též důležitá struktura 
HMM modelu. Obvykle se užívá model zleva doprava pro řečové jednotky. Je 
všeobecně akceptováno, že každý akustický stav je modelován třemi stavy HMM 
za účelem zachycení jeho začátku, středu a končící části. Na základě teorie 
klasifikace jsou modely HMM náchylné na „nadměrné přeučení“. Proto se na 
detekci a prevenci tohoto fenoménu musí použít validační soubor. 
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Nejmodernější postupy dnes využívají diskriminativní trénování (MMI, MCE), 
anebo modelování pozorování ve stavech pomocí tzv. Support Vector Machines 
a Neuronových sítí (Deep belief networks). 
 

 

Čtyřstavový model HMM zleva doprava 

Potom pravděpodobnost pozorování řetězce vektorů vlastností v modelu λ je 
dána:  
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Potom rozpoznávání se provede volbou HMM modelu (λ) s nejvyšší 
pravděpodobností. Velkou výhodou HMM modelů je možnost zřetězení více 
modelů do řetězce, tedy vyjádření jakékoliv délky může být vybudováno použitím 
souboru základních modelů. V praktické situaci se počítá jen cesta s maximální 
pravděpodobností, např. P (x1, St1, x2, St2, …, xT, StT), a zpětně je určena 
posloupnost skrytých stavů (stavy se mohou vztahovat k posloupnosti slov) 
použitím Viterbiho algoritmu. 

Kromě trénování strategií je též důležitá struktura HMM modelu. Obyčejně je 
použit model zleva doprava pro řečové jednotky a nejvšeobecnější je 
pravděpodobnost Bakisovy struktury. Je obecně akceptováno, že každý akustický 
stav je modelován třemi stavy HMM za účelem zachycení jeho začátku, středu 
a končící části. Základní HMM model může modelovat fonémy, slabiky, slova 
anebo i celé věty. Je to kompromis mezi přesností modelování a výpočetní 
flexibilitou a dostupností trénovacích dat. Některé častá, obvykle krátká slova 
mohou být modelována samostatným HMM modelem. Dobrou vyváženost možno 
dosáhnout tzv. navázaným trifónovým modelem, který používá většina 
existujících systémů. Nechť je použito jakékoliv trénovací kritérium, neexistují 
přesné vzorce pro optimální parametry, musí se tedy použít mnoho iteračních 
cyklů. Tím se však zabezpečí nalezení pouze lokálního maxima. Na základě teorie 
klasifikace jsou modely HMM náchylné na nadměrné přeučení, proto se na 
detekci a prevenci tohoto fenoménu musí použít validační soubor.  
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6.5 Multimodální rozhraní 

Multimodální rozhraní jsou dnes velmi populární. Každý o nich mluví – o tom, že 
jsou velmi přirozené a oblíbené mezi uživateli. Multimodální rozhraní nabízejí 
řešení mnohých problémů s uživatelským rozhraním a taktéž umožňují aplikovat 
nové služby.  

Multimodální rozhraní představuje kombinaci více modalit, čili způsobů interakce 
s počítačovými systémy. Multimodální rozhraní slouží k identifikaci hovořícího 
rozpoznáním obličeje a hlasu, tedy využívá rozpoznání a autentifikaci uživatele 
pomocí forem jako hlas, obličej, atd. Kromě toho se multimodální rozhraní 
používá i na ovládání set top boxu (STB) pomocí hlasu anebo gest.  

Jedním z příkladů, kde je integrováno multimodální rozhraní, je projekt HBB-
Next. Úlohou projektu je napomoci slučování vysílání a internetu vyvinutím 
technologie s ohledem na koncové uživatele. Projekt má obohatit klasickou TV 
o sociální aspekt – implementovat sociální sítě, možnost přístupu k filmům z více 
zařízení (TV, PC, mobil) a odkazy k filmům. Taktéž má napomoci mixování 
vysílaných filmů, doplňkových videí na internetu a filmů vytvořených uživatelem.  

HBB-Next je založen na modulární architektuře. Moduly v HBB (Hybrid 
Broadcast Broadband – hybridní širokopásmová televize) jsou navržené tak, aby 
navzájem spolupracovaly. Například jak uživatel vstoupí do místnosti, systém ho 
rozpozná a automaticky se nastaví podle jeho požadavků. Když potom uživatel 
otevře aplikaci AppStore , systém mu dovolí otevřít, koupit a instalovat zvolenou 
aplikaci bez další autentifikace. Každá aktivita anebo operace uživatele může 
vyžadovat několikanásobnou autentifikaci určitým bezpečnostním stupněm. Zde 
je například zřejmá spolupráce modulu rozpoznání obličeje uživatele a modulu, 
který zabezpečuje autentifikaci.  

Identifikace více hovořících vychází z nahraného audiosignálu, který může 
obsahovat hovory více osob. Tato úloha se může rozdělit do několika kategorií 
podle více detailů. Jednou kategorií jsou případy, kdy hovořící je známý a chceme 
zjistit, zda se jeho hlas nachází v nahraném signálu – to je možné tehdy, když byl 
součástí trénovací fáze detektoru. Potom se úloha mění na identifikaci jednoho 
konkrétního hovořícího. V případě, že žádný hovořící není znám, musí se použít 
techniky klastrování a segmentace. Cílem většiny aplikací tohoto druhu je to, aby 
nepřetržitě fungovaly: „poslouchaly“ přicházející zvuk zakódovaný v PCM 
vzorcích, detekovaly přítomnost hlasu (voice activity detection, VAD), dokázaly 
rozpoznat ticho a šum v pozadí a rozpoznaly překrývání řečníků. Když aplikace 
zaznamenají delší hlasový záznam, musí identifikovat hovořícího s určitou 
přesností. Při identifikaci jednoho hovořícího je přitom cílem identifikovat ho bez 
ohledu na významové hledisko věty. 

Každý systém na identifikaci hovořícího se skládá ze dvou hlavních částí. Prvá je 
rozpoznání řečových parametrů z nahraného audio signálu, druhá je klasifikační 
metoda, která na základě už vybraných parametrů s určitou pravděpodobností určí 
hovořícího. Tyto systémy jsou většinou navrhovány pro konkrétní účel a zatím 
nejsou univerzální - navrhovatel aplikace musí na základě typu úlohy vybrat 
správnou kombinaci metod a jejich modifikací. 
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V případě rozpoznání řečových příkazů se implementuje systém na rozpoznání 
izolovaných slov. Nejúspěšnější a nejpoužívanější jsou ty, které pracují na 
principu HMM, statistického modelování řeči, obzvlášť ty, které používají jako 
základní jednotku pro modelování kontextově závislé fonémy. Když se používá 
pevně určená skupina příkazů, potom se mohou na modelování použít celá slova, 
a tak dosáhnout potenciálně lepší přesnosti (lépe zachycený koartikulační efekt).  

Obecně jsou dvě kategorie postupů sledování gest uživatele: vzhled a postup 
založený na 3D modelu. Postup založený na 3D modelu porovnává vstupní 
parametry končetiny v 2D projekci 3D modelu končetiny. Postup založený na 
vzhledu používá obrazové vlastnosti pro modelování vizuálního vzhledu 
končetiny a porovnává s vybranými obrazovými vlastnostmi z video vstupu. Při 
druhém postupu výsledek závisí na schopnostech výpočetního zařízení. Když se 
používá RGB kamera, metody se zaměřují na sledování barvy kůže anebo tvaru 
gestikulující části těla. Avšak postup hlavně závisí na světelných podmínkách 
stejně jako na stabilitě popředí a pozadí sledovaného subjektu. Taktéž se ve 
vyhodnocované oblasti nemohou objevit jiné objekty barvy kůže anebo objekty 
ve tvaru končetiny, protože mohou zmást algoritmus. Infračervená hloubková 
kamera používá svůj vlastní zdroj IR světla, a je proto mnohem odolnější vůči 
světelným podmínkám scény. Navíc je kamera schopna poskytnout hloubkovou 
mapu, pseudo 3D obraz scény, což může být velmi užitečné při sledování 
gestikulujících částí těla, např. ruky.  

V současnosti je několik metod, jak se dá implementovat ovládání a kontrola 
očima. Nejdůležitějším bodem je správná detekce oční zorničky. V HBB-Next 
projektu byla použita nejjednodušší a nejpřirozenější metoda, která využívá RGB 
kameru zařízení Kinect. Princip je následující: osoba sedící před monitorem se 
bude bez pohybu dívat na vyznačené body na obrazovce. Aplikace odměří 
vzdálenost hlavy od monitoru. Pro potřeby dalších výpočtů je třeba zadat 
i velikost monitoru a následně se na základě Pythagorovy věty dají vypočítat 
parametry pohybu zorniček – jejich úhel a pohyb. Aplikace určí maximální rozsah 
pohybu zorničky tak, že nasměruje uživatele, aby se podíval na okraje monitoru, 
a vypočítají se i úhly odkloněné zorničky od základní pozice. Při známé 
vzdálenosti hlavy od monitoru umíme tedy přepočítat rozptyl a úhly při změně 
polohy zorničky tak, aby bylo stále zabezpečeno ovládání.  

Techniky pro rozpoznání obličeje byly podrobně popsány v kapitole 
Rozpoznávání obrazu. V reálném systému je definován seznam požadavků podle 
toho, co všechno systém musí/měl by/může: 

• Systém musí identifikovat uživatele v místnosti na základě jeho obličeje, když 
patří do skupiny lokálních uživatelů. 

• Systém musí rozpoznat uživatele a porovnat jeho profil s uloženými profily, 
bez přístupu na internet.  

• Systém může identifikovat uživatele v místnosti na základě jeho obličeje, 
přičemž uživatel je neznámý (nepatří mezi lokální uživatele). 

• Systém může rozpoznat uživatele i v tmavém prostředí.  
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  7  Příklady v Matlabu 

7.1 Příklady v Matlabu 
 

Příklad 1 

Napište kód v Matlabu, který vykreslí jednorozměrný, diskrétní jednotkový skok.  

 

Výsledek: Diskrétní jednotkový skok 
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ŘEŠENÍ 
 

t=-10:20; %definice časové periody signálu  
step=heaviside(t); %heaviside(x) je  
                  funkce v Matlabu, 
                  jejíž hodnoty jsou 0 
                  pro x < 0, 1 pro x > 0, 
                  a 0.5 pro x = 0. 
step(t==0)=1; 
figure; %příkaz na vykreslení  
         obrázku 
stem(t,step); 
grid on; 
xlabel('n'); 
ylabel('f(n)'); 
title('1D diskrétní jednotkový skok'); 
axis([-10 10 -1 3]); 
 

 

Příklad 2 

Napište kód v Matlabu, který generuje sinusový signál. 

 

Výsledek: Dva harmonické signály a jejich součet 
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ŘEŠENÍ 
 

range=6*pi;      %časový rozsah signálu 
t=0:0.001:range; %časové body 
A=[1 0.13];      %vektor amplitud 
w=[1 3];         %vektor frekvencí [Hz] 
phi=[0 0];       %vektor fází 
sig1=A(1)*sin(w(1)*t+phi(1)); % definování  
                              jednotlivých  
                              signálů 
sig2=A(2)*sin(w(2)*t+phi(2)); 
signal=sig1+sig2; 
figure; 
plot(t,sig1,':r','LineWidth',2); 
hold on; 
plot(t,sig2,'--g','LineWidth',2); 
hold on; 
plot(t,signal,'LineWidth',2); 
grid on; 
axis([0 rozsah -1.2*sum(A) 1.2*sum(A)]);  
xlabel('t [s]'); 
ylabel('f(t)'); 
title(Harmonické signály a jejich součet); 
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Příklad 3 

Napište kód v Matlabu pro určení diskrétní Fourierovy transformace 
a frekvenčních charakteristik. 
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Příklad přenosové funkce LDKI systému, magnitudová a fázová frekvenční charakteristika 
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ŘEŠENÍ 
  

count=32; 
Ts=4/count; %vzorkovací frekvence 
per=4;      %počet period 
syms k;     %symbolické proměnné 
syms n; 
signal=[3.*ones(1,count/4) 2.*ones(1, count /4)  
       ones(1, count /4) zeros(1, count /4)]; 
fn=[]; 
for n=1:per 
  fn=[fn signal]; 
end 
n=0:count*per-1; 
 
figure; 
stem(n,fn); 
title('Diskrétny signál'); 
axis([0 length(fn) min(abs(fn))-0.5  
      max(abs(fn))+0.5]); 
grid on; 
 
figure; 
Xk=fft(signal); %diskrétní Fourierova  
                 transformace  
os=0:length(Xk)-1; 
stem(os,abs(Xk)); %magnitudová frekvenční  
                  charakteristika 
title('Magnitudová frekvenční charakteristika'); 
grid on; 
 
figure; 
stem(os,angle(Xk)); %fázová frekvenční  
                   charakteristika 
title('Fázová frekvenční charakteristika'); 
grid on; 
 

 


