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Globálna matica vzdialenosti pri DTW s optimálnou cestou, povolenou a zakázanou oblasťou. 

Na ďalšom obrázku sú zase pre úplnosť zobrazené niektoré z používaných 
lokálnych ciest aj s váhovaním. 

 

Dve možné lokálne cesty pre pohyb v globálnej matici aj s váhovaním smerov. 

 

Metóda mala významné postavenie v začiatkoch budovania jednoduchých ASR 
systémov, ale vzhľadom pre potreby kontinuálneho rozoznávania reči, kde je treba 
slová radiť jednoduchým spôsobom za sebou, pričom sa ešte vyžaduje aj 
nezávislosť od hovoriaceho, stratila svoj význam a bola pre väčšie aplikácie 
úspešne nahradená štatistickou metódou modelovania reči pomocou HMM. 
 

Skryté Markovové Modely (HMM) 

Metóda skrytých Markovových modelov je založená na štatistickom modelovaní 
rečového signálu, respektíve jeho častí, ktoré sa návrhár systému rozhodne použiť, 
t.j. fonémy, slabiky, slová, frázy atď. Jej veľkou výhodou je jej nezávislosť od 
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hovoriaceho, lebo model reči je možné trénovať pre rôznych hovoriacich súčasne 
ako aj ľahké spájanie jednotlivých modelov za sebou, čo vedie až ku spojitému 
rozpoznávaniu reči. Metóda vychádza z konceptu Markovových reťazcov prvého 
radu, ktoré matematicky jednoduchým spôsobom opisujú časový sled udalostí 
pomocou stavov a ich pravdepodobností. Vďaka tomu je výpočtovo veľmi 
efektívna aj napriek tomu, že úplne neodráža prirodzený časový vývoj bežnej reči. 
 

Markovov reťazec je daný stavmi S1 až SN, prechodovou maticou PNxN 
pravdepodobností prechodu medzi stavmi a vektorom počiatočných 
pravdepodobností π, nasledovne: 
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Potom pravdepodobnosť výskytu nejakej postupnosti stavov na nejakom modeli je 
daná nasledovne: 

1 2 1 1 12 ( 1)( , ,..., , ) ( ) ....N N N NP S S S S s p pπ− −=  
 

Takýto model však neobsahuje žiadne spojenie stavu s vektorom príznakov. Ak sa 
predpokladá, že stav bude korešpondovať s nejakou stacionárnou časťou reči napr. 
nejaká samohláska, potom je zrejmé, že minimálne pre viacero hovoriacich bude 
existovať aj viacero realizácií vektora príznakov. Preto stav v sebe musí ešte 
obsahovať aj dodatočnú pravdepodobnosť s akou generuje takéto vektory 
v danom stave, t.j. P(X/Si). Kombináciu týchto pravdepodobností potom vznikne 
výsledný model nazývaný skrytý Markovov model. Existujú tri základné možnosti 
ako modelovať pravdepodobnosť pozorovania v stave. Podľa toho rozlišujeme tri 
typy HMM: 

• Diskrétne HMM 

• Spojité HMM 

• Polo-spojité HMM  

Diskrétne HMM modely predpokladajú, že vstupná postupnosť vektorov 
príznakov je konečná čo sa realizuje pomocou vektorovej kvantizácie (VQ). 
Potom každý vstupný vektor je nahradený niektorým z konečnej množiny 
vektorov z kódovej knihy. Ak má VQ L vektorov, potom v každom stave je 
potrebne poznať pravdepodobnosť týchto vektorov, teda len L čísel. 
 

Tento postup je pomerne jednoduchý a rýchly. Jeho ďalšou výhodou je istá 
robustnosť voči malým skresleniam spôsobených šumom. 
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Pri procese VQ sa však dopúšťame trvalej kvantizačnej chyby. Navyše, pre malý 
počet trénovacích vzoriek a malý rozsah kódovej knihy sa dosahujú pomerne 
veľké chyby. 
 

Spojité HMM predstavujú v súčasnosti overený štandard, ktorý poskytuje dobré 
výsledky pre široké spektrum použitia.  
 

Pravdepodobnosť pozorovanie vektora príznakov v danom stave P(X/Si) je daná 
zmesou Gaussových rozdelení nasledovne: 
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Z uvedeného vyplýva, že takýto model je daný vektormi stredných hodnôt (μ), 
kovariančnými maticami (Σ) a váhami (ci). 
 

Zmes dvoch Gaussových 2 rozmerných rozdelení je zobrazená na obrázku.  

 

Opis 2D priestoru pomocou dvoch Gaussových zmesí. 

 

Takýto model je schopný dobre popísať priestor parametrov aj pri malom počte 
vzoriek. 
 

 

Jeho nevýhodou je ale vyššia výpočtová aj pamäťová náročnosť. 
 

0

10

20

30

40

0

10

20

30

40

0

0.5

1

1.5



 122

Polo-spojité HMM sa snažia kombinovať výhody oboch. Postup je taký, že 
vytvorí jednotný opis viacrozmerného priestoru pomocou množiny Gaussových 
funkcií (môže byť ich aj niekoľko stoviek) na rozdiel od VQ, kde sú oblasti dané 
len centroidmi. Tieto zmesi sú následne využívané všetkými stavmi spoločne, t.j. 
nebude pre každý stav vytvorená vlastná množina Gaussových funkcií, čim sa 
zredukuje množstvo dát a uľahčí sa aj samotný výpočet. Potom v jednotlivých 
stavoch sa už len pamätá pravdepodobnosť pozorovania vektorov na danej zmesi 
pre daný stav. 

Príklad ľavo pravého 4 stavového diskrétneho HMM modelu je znázornený na 
obrázku. 

 

Štvorstavový ľavo pravý diskrétny HMM model. 

 

Potom pravdepodobnosť pozorovania reťazca vektorov príznakov o dĺžke T 
na modeli λ s N stavmi sa počíta rekurzívne pomocou pomocnej premennej α:  

1
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Výsledná pravdepodobnosť je daná: 
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Potom rozpoznávanie sa vykoná zvolením HMM modelu (λ) s najvyššou 
pravdepodobnosťou tak, ako je schematický zobrazené na obrázku. 
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Príncíp rozpoznávania pomocou HMM. 

 

Veľkou výhodou HMM modelov je možnosť zreťazenia viacerých modelov do 
reťazca, teda vyjadrenie akejkoľvek dĺžky môže byť vybudované použitím súboru 
základných modelov. 
 

 

V praktickej situácii sa kvôli rýchlosti a reťazeniu modelov počíta iba cesta 
s maximálnou pravdepodobnosťou, napr. P(x1,St1,x2,St2,…xT,StT), a spätne je 
určená postupnosť skrytých stavov, resp. modelov použitím Viterbiho algoritmu. 
 

Zložitá otázka je trénovanie takýchto modelov, t.j. nájsť neznáme parametre, aby 
pre množinu pozorovaní dali maximálnu pravdepodobnosť. Neexistuje analytické 
riešenie tejto úlohy a preto sa robí iteračne, pričom je zaručené nájdenie len 
lokálneho maxima. Existuje viacero spôsobov výpočtu, ale najznámejší je tzv. 
Baum-Welche algoritmus. Okrem trénovacích stratégií je tiež dôležitá štruktúra 
HMM modelu. Zvyčajne je použitý model zľava doprava pre rečové jednotky. Je 
všeobecne akceptované, že každý akustický stav je modelovaný troma stavmi 
HMM za účelom zachytenia jeho začiatku, stredu a končiacej časti. Na základe 
teórie klasifikácie sú modely HMM náchylné na nadmerné preučenie, preto sa na 
detekciu a prevenciu tohto fenoménu musí použiť validačný súbor. 
 

V súčasnosti najmodernejšie postupy využívajú diskriminatívne trénovania (MMI, 
MCE), alebo modelovanie pozorovaní v stavoch pomocou tzv. Support Vector 
Machines a Neurónových sieti (Deep belief networks). 
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6.5 Multimodálne rozhranie 

Multimodálne rozhrania sú v súčasnosti veľmi populárne. Každý o nich hovorí – 
o tom, že sú veľmi prirodzené a obľúbené medzi používateľmi. Multimodálne 
rozhrania ponúkajú riešenie mnohých problémov s používateľským rozhraním 
a taktiež umožňujú aplikovať nové služby.  

Multimodálne rozhranie predstavuje kombináciu viacerých modalít, čiže 
spôsobov interakcie s počítačovými systémami. Multimodálne rozhranie slúži na 
identifikáciu hovoriaceho rozpoznaním tváre a hlasu, teda využíva rozpoznanie 
a autentifikáciu používateľa pomocou foriem ako hlas, tvár, atď. Okrem toho sa 
multimodálne rozhranie používa aj na ovládanie set top boxu (STB) pomocou 
hlasu alebo gest.  

Jedným z príkladov, kde je integrované multimodálne rozhranie, je projekt HBB-
Next. Úlohou projektu je napomôcť zlučovaniu vysielania a internetu vyvinutím 
technológie s ohľadom na koncových používateľov. Projekt má obohatiť klasickú 
TV o sociálny aspekt – implementovať sociálne siete, možnosť prístupu k filmom 
z viacerých zariadení (TV, PC, mobil) a odporúčania k filmom. Taktiež má 
napomôcť mixovaniu vysielaných filmov, doplnkových videí na internete 
a filmov vytvorených používateľom.  

HBB-Next je založený na modulárnej architektúre. Moduly v HBB (Hybrid 
Broadcast Broadband – hybridná širokopásmová televízia) sú navrhnuté tak, aby 
navzájom spolupracovali. Napríklad, ak používateľ vstúpi do miestnosti, systém 
ho rozpozná a automaticky sa nastaví podľa jeho požiadaviek. Ak potom 
používateľ otvorí aplikáciu AppStore, systém mu dovolí otvoriť, kúpiť 
a inštalovať zvolenú aplikáciu bez ďalšej autentifikácie. Každá aktivita alebo 
operácia používateľa môže vyžadovať niekoľko-násobnú autentifikáciu určitým 
bezpečnostným stupňom. Tu napríklad vidieť spoluprácu modulu rozpoznania 
tváre používateľa a modulu, ktorý zabezpečuje autentifikáciu.  

Identifikácia viacerých hovoriacich vychádza z nahraného audio signálu, ktorý 
môže obsahovať vyhovorenia viacerých osôb. Táto úloha sa môže rozdeliť do 
niekoľkých kategórií podľa viacerých detailov. Jednou kategóriou sú prípady, keď 
hovoriaci je známy a chceme zistiť, či sa jeho hlas nachádza v nahranom signáli – 
to je možné vtedy, ak bol súčasťou trénovacej fázy detektora. Potom sa úloha 
mení na identifikáciu jedného konkrétneho hovoriaceho. V prípade, že žiaden 
hovoriaci nie je známy, musia sa použiť techniky klastrovania a segmentácie. 
Cieľom väčšiny aplikácií tohto druhu je to, aby nepretržite fungovali: „počúvali“ 
prichádzajúci zvuk zakódovaný v PCM vzorkách, detegovali prítomnosť hlasu 
(voice activity detection, VAD), dokázali rozpoznať ticho a šum v pozadí 
a rozpoznali prekrývanie rečníkov. Ak aplikácie zaznamenajú dlhší hlasový 
záznam, musia identifikovať hovoriaceho s určitou presnosťou. Pri identifikácii 
jedného hovoriaceho je pritom cieľom identifikovať ho bez ohľadu na významové 
hľadisko vety. 

Každý systém na identifikáciu hovoriaceho pozostáva z dvoch hlavných častí. 
Prvá je rozpoznanie rečových parametrov z nahraného audio signálu, druhá je 
klasifikačná metóda, ktorá na základe už vybraných parametrov s určitou 
pravdepodobnosťou určí hovoriaceho. Tieto systémy sú väčšinou navrhované na 
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konkrétny účel a zatiaľ nie sú univerzálne - navrhovateľ aplikácie musí na základe 
typu úlohy vybrať správnu kombináciu metód a ich modifikácií. 

V prípade rozpoznania rečových príkazov sa implementuje systém na rozpoznanie 
izolovaných slov. Najúspešnejšie a najpoužívanejšie sú tie, ktoré pracujú na 
princípe HMM, štatistického modelovania reči, obzvlášť tie, ktoré používajú ako 
základnú jednotku pre modelovanie kontextovo závislé fonémy. Ak sa používa 
pevne určená skupina príkazov, potom sa môžu na modelovanie použiť celé slová, 
a tak dosiahnuť potenciálne lepšia presnosť (lepšie zachytený koartikulačný 
efekt).  

Vo všeobecnosti sú dve kategórie postupov sledovania gest používateľa: vzhľad 
a postup založený na 3D modeli. Postup založený na 3D modeli porovnáva 
vstupné parametre končatiny v 2D projekcii 3D modelu končatiny. Postup 
založený na vzhľade používa obrazové vlastnosti na modelovanie vizuálneho 
vzhľadu končatiny a porovnáva s vybranými obrazovými vlastnosťami z video 
vstupu. Pri druhom postupe výsledok závisí od schopností výpočtového 
zariadenia. Ak sa používa RGB kamera, metódy sa zameriavajú na sledovanie 
farby kože alebo tvaru gestikulujúcej časti tela. Avšak postup vysoko závisí od 
svetelných podmienok rovnako ako od stability popredia a pozadia sledovaného 
subjektu. Taktiež sa vo vyhodnocovanej oblasti nemôžu objaviť iné objekty farby 
kože alebo objekty v tvare končatiny, pretože môžu zmiasť algoritmus. 
Infračervená hĺbková kamera používa svoj vlastný zdroj IR svetla, a je preto 
oveľa odolnejšia voči svetelným podmienkam scény. Navyše je kamera schopná 
poskytnúť hĺbkovú mapu, pseudo 3D obraz scény, čo môže byť veľmi užitočné 
pri sledovaní gestikulujúcich častí tela, napr. ruky.  

V súčasnosti je niekoľko metód, ako sa dá implementovať ovládanie a kontrola 
očami. Najdôležitejším bodom je správna detekcia očnej zreničky. V HBB-Next 
projekte bola použitá najjednoduchšia a najprirodzenejšia metóda, ktorá využíva 
RGB kameru zariadenia Kinect. Princíp je nasledujúci: osoba sediaca pred 
monitorom bude bez pohybu pozerať na vyznačené body na obrazovke. Aplikácia 
odmeria vzdialenosť hlavy od monitora. Pre potreby ďalších výpočtov je potrebné 
zadať aj veľkosť monitora a následne sa na základe Pytagorovej vety dajú 
vypočítať parametre pohybu zreničiek – ich uhol a pohyb. Aplikácia určí 
maximálny rozsah pohybu zreničky tak, že nasmeruje používateľa, aby sa pozrel 
na okraje monitora, a vypočítajú sa aj uhly odklonenej zreničky od základnej 
pozície. Pri známej vzdialenosti hlavy od monitora vieme teda prepočítať rozptyl 
a uhly pri zmene polohy zreničky tak, aby bolo stále zabezpečené ovládanie.  

Techniky pre rozpoznanie tváre boli podrobne popísane v kapitole Rozpoznanie 
obrazu. V reálnom systéme je definovaný zoznam požiadaviek podľa toho, čo 
všetko systém musí/mal by/môže: 

• Systém musí identifikovať používateľa v miestnosti na základe jeho tváre, ak 
patrí do skupiny lokálnych používateľov. 

• Systém musí rozpoznať používateľa a porovnať jeho profil s uloženými 
profilmi, bez prístupu na internet.  
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• Systém môže identifikovať používateľa v miestnosti na základe jeho tváre, 
pričom používateľ je neznámy (nepatrí medzi lokálnych používateľov). 

• Systém môže rozpoznať používateľa aj v tmavom prostredí.  
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  7  Príklady v Matlabe 

7.1 Príklady v Matlabe 
 

Príklad 1 

Napíšte kód v Matlabe, ktorý vykreslí jednorozmerný, diskrétny jednotkový skok.  

 

Obr. 7.1: Výsledok: Diskrétny jednotkový skok 
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RIEŠENIE 
 

t=-10:20;     %definícia časovej periódy signálu  
step=heaviside(t);  %heaviside(x) je  
                     funckia v Matlabe, 
                     ktorej hodnoty sú 0 
                     pre x < 0, 1 pre x > 0, 
                     a 0.5 pre x = 0. 
step(t==0)=1; 
figure;      %príkaz na vykreslenie  
              obrázku 
stem(t,step); 
grid on; 
xlabel('n'); 
ylabel('f(n)'); 
title('1D diskrétny jednotkový skok'); 
axis([-10 10 -1 3]); 
 

 

Príklad 2 

Napíšte kód v Matlabe, ktorý generuje sínusový signál. 

 

Obr. 7.2: Výsledok: Dva harmonické signály a ich súčet 
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RIEŠENIE 
 

range=6*pi;             %časový rozsah signálu 
t=0:0.001:range;        %časové body 
A=[1 0.13];             %vektor amplitúd 
w=[1 3];                %vektor frekvencií [Hz] 
phi=[0 0];              %vektor fáz 
sig1=A(1)*sin(w(1)*t+phi(1));  % definovanie  
                                 jednotlivých  
                                 signálov 
sig2=A(2)*sin(w(2)*t+phi(2)); 
signal=sig1+sig2; 
figure; 
plot(t,sig1,':r','LineWidth',2); 
hold on; 
plot(t,sig2,'--g','LineWidth',2); 
hold on; 
plot(t,signal,'LineWidth',2); 
grid on; 
axis([0 rozsah -1.2*sum(A) 1.2*sum(A)]);   
xlabel('t [s]'); 
ylabel('f(t)'); 
title(Harmonické signály a ich súčet); 
 

 

Príklad 3 

Napíšte kód v Matlabe pre určenie diskrétnej Fourierovej transformácie 
a frekvenčných charakteristík. 
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Obr. 7.3: Príklad prenosovej funkcie LDKI systému, magnitúdová 
 a fázová frekvenčná charakteristika 
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RIEŠENIE 
  

count=32; 
Ts=4/count;      %vzorkovacia frekvencia 
per=4;           %počet periód 
syms k;          %symbolické premenné 
syms n; 
signal=[3.*ones(1,count/4) 2.*ones(1, count /4)  
  ones(1, count /4) zeros(1, count /4)]; 
fn=[]; 
for n=1:per 
    fn=[fn signal]; 
end 
n=0:count*per-1; 
 
figure; 
stem(n,fn); 
title('Diskrétny signál'); 
axis([0 length(fn) min(abs(fn))-0.5  
  max(abs(fn))+0.5]); 
grid on; 
 
figure; 
Xk=fft(signal);         %diskrétna Fourierova  
                         transformácia  
os=0:length(Xk)-1; 
stem(os,abs(Xk));       %magnitúdová frekvenčná  
                        charakteristika 
title('Magnitúdová frekvenčná charakteristika'); 
grid on; 
 
figure; 
stem(os,angle(Xk));          %fázová frekvenčná  
                              charakteristika 
title('Fázová frekvenčná charakteristika'); 
grid on; 
 

 


